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En este artículo revisaremos el paradigma naive Bayes aplicado en algoritmos
computacionales cuya �nalidad es aprender un modelo a partir de un conjunto de
datos de entrenamiento, el cual contiene información del paciente y conocimiento
del médico, para posteriormente predecir un caso nuevo en una de las posibles
categorías del diagnóstico médico.

1. Introducción

Iniciaremos con un poco de historia de cómo surge un interés de estudio común
entre las ciencias médicas y la ciencia de la computación. El campo de la ciencia en
medicina es muy amplio, de suma importancia para la salud de la humanidad. El
médico, como profesional de la salud, constantemente analiza los signos y síntomas,
además de diferentes pruebas médicas (análisis clínicos, estudios por imágenes,
etc.) para llevar a cabo el diagnóstico y posteriormente determinar el tratamiento
y el seguimiento del paciente. Toda esta información es recogida y ordenada en la
historia clínica, generándose grandes volúmenes de datos tanto en clínicas como
en hospitales. Desde los años setenta, las comunidades cientí�cas de la medicina
y de la ciencia de la computación vieron crecer su interés hacia el campo cien-
tí�co conocido como inteligencia arti�cial en medicina, como la oportunidad de
integrar nuevas herramientas computacionales para almacenar y organizar la in-
formación inicialmente recogida en la historia clínica del paciente, la extracción
de conocimiento necesario para consultar en un caso difícil así como la sugerencia
de un diagnóstico y pronóstico adecuados además de la sugerencia de decisiones
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terapéuticas y también ayuda en la toma de decisiones [24].
Una de las aplicaciones más importantes de los sistemas de apoyo a la decisión

en el campo médico es ayudar a encontrar respuestas a preguntas como las siguien-
tes:

¾Cómo se puede aprender de la experiencia? Es decir, a partir del conocimiento
que adquiere el doctor en medicina a través del tiempo y el número de pacientes
aumenta.

En el diagnóstico, supuesto que un paciente presenta un conjunto de síntomas,
¾Cómo se decide? ¾Cuál es la enfermedad más probable?

¾Qué modelos pueden utilizarse para describir las relaciones entre los síntomas
y las enfermedades?

¾Cuáles son las relaciones entre un conjunto de enfermedades (normalmente no
observable) y un conjunto (observable) de síntomas?

¾Cuál es la contribución de cada uno de los síntomas o pruebas a la toma de
decisión?

En la década de los 70 se desarrollaron varios sistemas basados en reglas, siendo
la lógica clásica el motor de inferencia como la forma predominante de razonamien-
to, por ejemplo en 1972 se desarrollo un sistema basado en reglas, MYCIN, para
el diagnóstico y tratamiento de infecciones bacterianas en sangre y posteriormente
extendido a otras infecciones [25], en 1978 se desarrollo un sistema de red de
asociación-causa llamado CASNET, para el diagnóstico y programa terapéutico
del glaucoma y otras enfermedades relacionadas con los ojos [27,28], entre otros.
Con el paso del tiempo se han aplicado diversas funciones matemáticas (e.j. regla
de Bayes, regresión logística, lógica, etc.) en las distintas etapas de la construcción
de un modelo capaz de predecir un nuevo caso en base a los casos aprendidos en
forma de ejemplos. En Kononenko, 2001, presenta un estudio del estado del arte de
la minería de datos para el diagnóstico médico [14]. Babita y Mishra, 2009, presen-
tan una revisión de sistemas basados en el conocimiento, redes neuronales, modelos
de computación evolutiva y sistemas difusos, los cuales requieren de heurísticas y
lógica en el razonamiento aplicados al diagnóstico, planeación y tratamiento hasta
nuestros días [21].

La pregunta ahora es: ¾Cómo se aprende un modelo matemático a partir de
datos? Para ilustrar la respuesta partiremos de la minería de datos, la cual forma
parte de la inteligencia arti�cial. Witten y Frank, 2000, de�nen la minería de
datos como el proceso de extraer conocimiento útil y comprensible, previamente
desconocido, desde grandes cantidades de datos almacenados en distintos formatos
[29]. Desde el punto de vista de la minería de datos es posible descubrir patrones
de forma automática o semiautomática a partir de grandes volúmenes de datos,
para ello se requiere una serie de pasos: 1) recopilación y almacenamiento de la
información, 2) �ltrado de la información, 3) extracción de la información para
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llevar a cabo el estudio, 4) modelado matemático y 5) toma de decisiones.
La Figura 1 muestra el proceso de la minería de datos. Los pasos del 1 al 3

pertenecen al preproceso de los datos, el paso 4 se re�ere a la construcción de la
estructura del modelo y el aprendizaje de los parámetros en el caso de los modelos
paramétricos y el paso 5 se re�ere a la clasi�cación o predicción de un caso no
visto, para ser catalogado en uno de los posibles diagnósticos.

Figura 1: Proceso de la minería de datos. Preproceso de datos (pasos 1-3);
Extracción del conocimento (paso 4); toma de decisiones (paso 5).

2. Aprendizaje automático

Para de�nir �la habilidad de aprendizaje� nos situaremos en el contexto del
aprendizaje máquina de�nido por Mitchell, 1997, como: �Un programa de orde-
nador se dice que aprende desde la experiencia E con respecto a alguna clase de
tareas T y medida de desempeño P, sí mejora su desempeño en T, con respec-
to a la medida P, basado en la experiencia E� [16]. Russell, 2002, menciona que
�[...] cualquier sistema que se considere �inteligente� debería poseer la habilidad
de aprender, es decir, mejorar automáticamente con la experiencia� [23], en este
contexto la experiencia es el conocimiento que se extrae de los datos.

Nosotros nos centraremos en el aprendizaje automático cuyo objetivo es el de-
sarrollo de paradigmas o modelos basados en un conjunto de relaciones matemáti-
cas (relaciones lógicas, ecuaciones, etc.) que representen las relaciones existentes
de la información suministrada en forma de ejemplos, representando de esta forma
el conocimiento del experto. Este tipo de aprendizaje se conoce como aprendizaje
estructural. Cuando se agregan datos o con la inclusión de una nueva regla en la
base de conocimiento, se necesita aprender una nueva estructura del modelo que
incluya este nuevo conocimiento. Existen diferentes tipos de paradigmas o modelos
provenientes tanto de la estadística como del aprendizaje automático, como son
los modelos descriptivos y los modelos predictivos.

Los modelos descriptivos identi�can los patrones que explican los datos, ejemplo
de ello son los modelos basados en reglas de asociación [1], los cuales encuentran las
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relaciones entre variables, determinando patrones de comportamiento. Un segundo
tipo de modelos son los basados en conglomerados (clusters), los cuales agrupan
los casos homogéneos maximizando la similitud entre los casos de un conglomerado
y minimizando la similitud entre los distintos conglomerados formados, ejemplo de
ello el algoritmo EM [5].

El caso que nos ocupa, la predicción en medicina, conlleva un grado de incer-
tidumbre relacionada con la información asociada a cada paciente (subjetividad,
imprecisión, ausencia de información, errores, datos ausentes, etc.). Existen los
modelos grá�cos probabilísticos, como son las redes Bayesianas [22] que incorpo-
ran la incertidumbre inherente al problema.

Los modelos predictivos, como los modelos de clasi�cación supervisada, análisis
discriminante y regresión logística, calculan los valores de las variables a predecir
a partir de valores conocidos de otras variables predictoras. Estos modelos se ca-
racterizan por ser modelos generativos o discriminativos. Modelos como el análisis
discriminante [7] o el clasi�cador naive Bayes [15] son modelos generativos. Estos
modelos aprenden el modelo a partir de la probabilidad conjunta de las variables
predictoras X = (X1, . . . , Xn) y la variable clase C. A continuación el clasi�cador
predice la clase de una nueva instancia x = (x1, x2, . . . , xn) usando la regla de
Bayes para calcular la probabilidad a posteriori de la variable clase dados los va-
lores de las variables predictoras P (c|x).

Los modelos de regresión logística [12] son modelos discriminativos, los cuales
estiman los valores de las variables continuas a predecir en función de variables
predictoras. Los modelos discriminativos obtienen sus parámetros modelando di-
rectamente la distribución de la clase dadas las variables predictoras, P (c|x). En
este caso los parámetros del modelo de clasi�cación pueden ser obtenidos maxi-
mizando el logaritmo de la función log-verosimilitud condicionada.

2.1. Clasi�cación supervisada

En este trabajo nos enfocaremos a revisar modelos predictivos de clasi�cación
supervisada aplicados al diagnóstico en medicina. Primero formularemos el pro-
blema de clasi�cación supervisada y posteriormente recordaremos el teorema de
Bayes.

En el caso de la clasi�cación supervisada se parte de un conjunto de casos N
descritos por un vector de características x = (x1, x2, . . . , xn) ∈ Rn etiquetado
con un valor de la clase C. La clase real es denotada por ci ∈ C donde Ωc =
{c1, c2, . . . , cr} denota todos los posibles valores de la clase. A este conjunto de
casos se le denomina conjunto de entrenamiento o conjunto de aprendizaje. La
Tabla 1 muestra un ejemplo de un �chero de casos ordenados para la clasi�cación
supervisada.

En base al conjunto de entrenamiento, en la clasi�cación supervisada se induce
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X1 . . . Xn C

1 x11 . . . xn1 c1
2 x12 . . . xn2 c2
. . . . . .
N x1n . . . xnN cN

Tabla 1: Problema de clasi�cación supervisada

un modelo o una función general que asigne un valor del conjunto de la variable
clase C a una nueva instancia o caso x = (x1, x2, . . . , xn).

Un clasi�cador puede verse como una función, γ, la cual asigna la etiqueta
correspondiente a cada una de las instancias:

γ : (x1, x2, . . . , xn)→ {c1, c2, . . . , cr}.

2.2. Teorema de Bayes

Thomas Bayes (Londres, 1702 - Tunbridge, Kent, 1761). El padre de Thomas,
Josua Bayes fue unos de los seis primeros reverendos protestantes ordenados en
Inglaterra. Thomas, recibió educación de forma privada, se desconoce el nombre de
su tutor aunque algunas investigaciones apuntan a que este pudiera haber sido de
Moivre. Se conoce que en 1719 estuvo matriculado en la Universidad de Edinburgo
donde estudió Lógica y Teología.

En los registros de la Universidad de Edinburgo consta que el 14 de enero
de 1721 pronunció la homilía �Mateo Capítulo 7 versos 24-27�. Fue ordenado y
comenzó como ayudante de su padre, párroco también, en Holborn y cerca de
1933 fue nombrado pastor en la capilla presbiteriana de Tunbridge Wells, Kent al
sureste de Londres. Abandonó los hábitos en 1752 y continuó viviendo en la misma
ciudad.

Publicó sus teorías en un artículo titulado Essay towards solving a problem in
the doctrine of chances, publicado por The philosophical Transactions of the Royal
Society of London en 1764 Tunbridge Wells.

Los trabajos que se sabe que Thomas Bayes publicó en vida son: Divine Provi-
dence and Government Is the Happiness of His Creatures (1731) y An Introduction
to the Doctrine of Fluxions, and a Defence of The Analyst (1736), que fueron
blanco de críticas por parte del obispo Berkeley, quien sustentaba sus ideas en
los fundamentos lógicos del cálculo de Newton. En 1763 se publicó póstumamente
Essay Towards Solving a Problem in the Doctrine of Chances, donde el reverendo
Bayes abordó el problema de las causas a través de los efectos observados, y donde
se enuncia el teorema que lleva su nombre. Este trabajo fue entregado a la Royal
Society por Richard Price y publicado en Philosophical Transactions of the Royal
Society, 53, 370-418.
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Las conclusiones presentadas por Bayes fueron aprobadas por Laplace en una
memoria de 1781, redescubiertas por Condorcet y permanecieron inalterables hasta
que Boole las cuestionó en su libro Laws of Thought (1854). Desde aquel momento
las técnicas de Bayes vienen siendo sometidas a controversia habiéndose creado
una familia de estadísticos que las apoyan �elmente, los denominados Bayesianos.

Bayes fue miembro de la Royal Society desde 1742 y el primero en utilizar la
probabilidad inductivamente y establecer una base matemática para la inferen-
cia probabilística (la manera de calcular, a partir de la frecuencia con la que un
acontecimiento ocurrió, la probabilidad de que ocurrirá en el futuro) [2].

A continuación se presenta el teorema de Bayes en su formulación de sucesos,
para posteriormente formularlo para variables aleatorias.

Sean A y B dos sucesos aleatorios cuyas probabilidades se denotan por p(A)
y p(B) respectivamente, dado que p(B) > 0. Supongamos conocidas las probabili-
dades a priori de los sucesos A y B, es decir, p(A) y p(B), así como la probabilidad
condicionada del suceso B dado el suceso A, es decir p(B|A). Con la probabilidad
a posteriori del suceso A conocido se veri�ca el suceso B, es decir p(A|B), puede
calcularse a partir de la siguiente fórmula:

p(A|B) =
p(A,B)

p(B)
=
p(A)p(B|A)

p(B)
=

p(A)p(B|A)∑
A′ p(A′)p(B|A′)

.

El teorema de Bayes puede formularse para variables aleatorias, tanto uni-
dimensionales como multidimensionales. Para la formulación para dos variables
aleatorias unidimensionales que denotamos por X e Y, tenemos que:

p(Y = y|X = x) =
p(Y = y)p(X = x|Y = y)∑
y′ p(Y = y′)p(X = x|Y = y′)

.

Este resultado puede ser expresado en términos del número de componentes
de cada una de las variables multidimensionales anteriores X e Y, de la siguiente
manera:

p(Y = y|X = x) = p(Y1 = y1, . . . , Ym = ym|X1 = x1, . . . , Xn = xn) =

p(Y1 = y1, . . . , Ym = ym)p(X1 = x1, . . . , Xn = xn|Y1 = y1, . . . , Ym = ym)∑
y
′
1,...,y

′
m
p(Y1 = y

′
1, . . . , Ym = y′

m)p(X1 = x1, . . . , Xn = xn|Y1 = y
′
1, . . . , Ym = y′

m)
.

en el caso de que la variable aleatoria X sea n-dimensional y la variable aleatoria
Y sea m-dimensional.

2.3. Clasi�cadores bayesianos

A continuación, describiré los clasi�cadores naive Bayes y semi naive Bayes, los
cuales son ampliamente empleados en la predicción en medicina.
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Paradigma de clasi�cación naive Bayes [15]. El paradigma naive Bayes se basa
en dos premisas sobre las variables predictoras (hallazgos, síntomas) y la variable a
predecir (diagnóstico). La primer premisa es que los diagnósticos son excluyentes,
es decir, la variable C a predecir toma uno de sus m posibles valores: c1, . . . , cm.

La segunda premisa es que las variables predictoras son condicionalmente in-
dependientes dado el valor de la clase C, es decir, los síntomas, signos y pruebas
médicas son condicionalmente independientes dado el diagnóstico. En el caso de
conocer el valor de la variable diagnóstico, el conocimiento del valor de cualquiera
de los hallazgos es irrelevante para el resto de los hallazgos. Esta condición se
expresa como:

p(X1 = x1, . . . , Xn = xn|C = c) =
n∏
i=1

p(Xi = xi|C = c).

Por tanto, la búsqueda del diagnóstico más probable, c∗, una vez conocidos los
síntomas (x1, . . . , xn) de un determinado paciente, en el paradigma naive-Bayes se
expresa como:

c∗ = argmaxcp(C = c)
n∏
i=1

p(Xi = xi|C = c).

El paradigma de clasi�cación semi naive Bayes [13], supera la asunción de in-
dependencia condicional del paradigma naive Bayes y detecta aquellas variables
predictoras irrelevantes así como las variables dependientes entre si, creando una
nueva variable a partir del producto cartesiano de las mismas. Considerando es-
ta estructura, la instancia este modelo semi naive Bayes asigna la clase c de la
siguiente manera:

c∗ = arg máx
c
p(c)p(x1|c)p(x2, x3|c)p(x4|c)

Figura 2: Ejemplo de las estructuras de clasi�cadores naive Bayes y semi naive
Bayes. El clasi�cador naive Bayes, incluye todas las variables predictoras en el

modelo, en este caso son cuatro variables predictora. La estructura del
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clasi�cador semi naive Bayes, esta formada por tres nodos, uno de ellos formado
por el producto cartesiano de las variables predictoras X2 y X3 y otros dos nodos

que corresponden a las variables predictoras X1 y X4.

3. Validación de clasi�cadores

Existen diversos criterios para la evaluación de los algoritmos de clasi�cación.
Su elección dependerá del dominio del problema. Por ejemplo, el porcentaje de
casos bien clasi�cados mide la bondad (precisión) del clasi�cador. La bondad de
un clasi�cador es una estimación de la probabilidad de la clasi�cación correcta de
una instancia elegida al azar.

En clasi�cación, es aconsejable inducir un modelo a partir de un conjunto
de datos llamado conjunto de entrenamiento y otro conjunto de datos llamado
conjunto de prueba, el cual se aplica en la fase de clasi�cación. Con ello se evitan
los resultados denominados optimistas. Es importante que para estimar la precisión
de un clasi�cador se utilice un método con poca varianza.

3.1. Matriz de confusión

La matriz de confusión detalla el resultado de la clasi�cación. En la diagonal
principal se reportan los casos correctamente clasi�cados y en la opuesta se detallan
los errores de la predicción. Las columnas representan las clases presentes en los
datos y las �las las clases en las que son predichas las instancias. En la tarea
de clasi�cación con dos valores, dado un clasi�cador y una instancia se producen
cuatro valores de salida como son: verdadero positivo, si la instancia es clasi�cada
correctamente y su clase pertenece a la positiva; verdadero negativo se genera
cuando la instancia es correctamente clasi�cada con la clase de valor negativo;
falso positivo cuando la instancia es de la clase negativa y es clasi�cada como clase
positiva y por último falso negativo se presenta cuando el clasi�cador clasi�ca
erróneamente una instancia de la clase positiva como un caso de clase negativa.
En base a estas cuatro salidas se puede construir una tabla de contingencia, o
matriz de confusión, representando al conjunto de datos de prueba.

clase real verdadero falso
clase verdadero verdaderos falsos
predicha positivos positivos

falso falsos verdaderos
negativos negativos

Tabla 2: Matriz de confusión.

A partir de la matriz de confusión se pueden extraer algunas medidas para
comprender la distribución y naturaleza de los errores cometidos por el clasi�cador.
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La sensibilidad de un clasi�cador representa la fracción de verdaderos posi-
tivos y se calcula de la siguiente forma:

sensibibilidad =
verdaderos positivos

verdaderos positivos+ falsos negativos
.

La especi�cidad representa la proporción de verdaderos negativos y se calcula
de la siguiente forma:

especificidad =
verdaderos negativos

verdaderos negativos+ falsos positivos
.

El valor predictivo de la clase positiva representa la precisión del clasi�cador
en términos del porcentaje de casos positivos correctamente clasi�cados y es
calculado de la siguiente forma:

valorpredictivopositivo =
verdaderos positivos

verdaderos positivos+ falsos positivos
.

El valor predictivo de la clase negativa se calcula de la siguiente forma:

valorpredictivonegativo =
verdaderos negativos

verdaderos negativos+ falsos negativos
.

Otras dos medidas a tener en cuenta en la validación son el ratio de error
verdadero y el ratio de error aparente.

El ratio de error verdadero de un clasi�cador es la tasa del error al clasi�car
mal los casos del conjunto de prueba que no han sido incluidos en el conjunto de
entrenamiento utilizado para su inducción. Resulta ser una medida honesta de la
estimación de la tasa de error.

Ratio de error aparente, es la tasa de error obtenido por un modelo al clasi�car
las instancias incluidas en su inducción. En particular esta medida tiende a ser
muy optimista ya que los datos utilizados para su construcción se ajustan mejor al
modelo que las instancias no incluidas en la inducción, generándose un fenómeno
de sobre entrenamiento o también llamado over�tting y su error tiende a ser ses-
gado (biased). Para obtener un clasi�cador no sesgado, es recomendable probar el
clasi�cador con un conjunto de datos no incluidos en su inducción. En el caso de
que se cuente con pocos casos para la prueba, el error estimado tiende a tener una
varianza grande.
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4. Sistemas de apoyo a la decisión en el diagnóstico médico,
basados en redes Bayesianas

Describiré dos ejemplos de la aplicación de los clasi�cadores Bayesianos en
problemas médicos complejos con un alto índole social como son: la selección em-
brionaria en tratamientos in-vitro y el diagnóstico de la demencia en la enfermedad
de Parkinson a partir de imágenes de resonancia magnética.

4.1. Selección embrionaria en tratamientos de reproducción asistida

Actualmente la infertilidad es considerada un problema social y es diagnosti-
cada cuando una pareja después de un año no logra un primer embarazo de forma
natural, la cual se conoce como la infertilidad primaria. Existe otro caso de infer-
tilidad en la pareja, denominada infertilidad secundaria, caracterizándose por el
hecho de que la pareja, después de un embarazo previo, no consigue en condiciones
normales obtener un nuevo embarazo. Las causas de infertilidad pueden ser de
origen femenino como masculino o, incluso, presentarse en ambos. La fertilización
in-vitro (FIV) o la inyección introcitoplasmática del esperma (ICSI) son algunas
de las técnicas que se emplean en la reproducción humana asistida a partir de las
cuales es posible la fecundación, selección y transferencia de embriones al útero de
la paciente, haciendo posible la implantación y el desarrollo del embrión. 1

La tasa de lograr el embarazo de las personas que no tienen problemas reproduc-
tivos, se ubica en un rango de [20-30]% por cada intento. La tasa de implantación
(éxito) en tratamientos de reproducción asistida, en algunos países Europeos y
Estados Unidos, está en un rango del 29% y 38%. En el caso de tratamientos de
reproducción asistida aplicados a mujeres menores de 36 años se obtiene una tasa
de éxito del 38%. La tasa de éxito del tratamiento de FIV para las mujeres de 36
a 39 años es del 29%. Y, en las mujeres mayores de 40 años, el tratamiento de FIV
tiene una tasa de éxito muy pequeña mejorando aproximadamente hasta un 13%
con donación de óvulos. Estos porcentajes de éxito son orientativos debido a la
falta de homogeneidad en los tratamientos y procedimiento médicos, así como en
los protocolos implementados en las unidades de fertilización in-vitro, todos ellos
regidos por la legislación de cada país, lo cual di�culta la estandarización de la
tasa de éxito entre las clínicas de reproducción asistida.

Los factores que más in�uyen en la variación de la tasa de embarazo son la edad
de la mujer, la calidad de los óvulos extraídos, la calidad espermática, el número
de embriones transferidos, el origen de la infertilidad así como los tratamientos
médicos y la falta de criterios concluyentes de criterios en el proceso de selección

1En los tratamientos de reproducción asistida el término transferencia se re�ere al procedi-
miento clínico utilizado para insertar los embriones seleccionados en el útero materno, mientas
que el término implantación está relacionado con el éxito de lograr el embarazo (alguno de los
embriones transferidos ha logrado adherirse a la pared del útero).
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embrionaria. En algunos países como Estados Unidos, Suiza, Francia, Escandinavia
y Países Bajos han llegado a obtener tasas de éxito del 40% siendo este el resultado
más optimista sin tener en cuenta el grupo de mujeres con más de 40 años de edad
[9].

En las técnicas de reproducción asistida se busca maximizar la probabilidad de
que nazca un niño sano y por otro lado se busca minimizar el riesgo de los embara-
zos múltiples. Siendo estos los motivos por los cuales el problema de la selección
embrionaria en los tratamientos de fecundación in-vitro es tan importante.

La selección embrionaria forma parte de las rutinas de las unidades de re-
producción asistida en todas las clínicas del mundo. La selección embrionaria se
basa en la observación, evaluación y catalogación de los embriones realizada por el
embriólogo y tiene como objetivo el determinar cuales, de entre los embriones en
desarrollo, son los más viables para ser transferidos el segundo o tercer día después
de la fecundación. La formación y capacitación del embriólogo resulta decisiva en
la fecundación in-vitro, así como en la selección de los embriones ya que el fac-
tor tiempo in�uye en la evaluación y el biólogo no dispone de un periodo largo
para realizarla, por lo que su criterio resulta muy importante para el éxito del
tratamiento.

Los trabajos relacionados con la selección embrionaria aplicando clasi�cadores
Bayesianos son descritos en [17] donde se propuso un sistema multi-clasi�cador
basado en el esquema de pila, aplicando como meta-clasi�cador un clasi�cador
Bayesiano adaptado al dominio continuo que predice el éxito del tratamiento de
reproducción asistida a partir de las distribuciones de probabilidad de diferentes
paradigmas de clasi�cación supervisada. En [18] se aplicaron los clasi�cadores a la
selección de un único embrión a partir de datos de la imagen.

En Bayesian classi�cation for the selection of in-vitro human embryos using
morphological and clinical data [19] se presentó un nuevo planteamiento para el
problema de clasi�cación supervisada. Este estudio consta de 63 tratamientos de
fertilización in-vitro de pacientes entre 27-46 años del programa de fertilización
in-vitro de la unidad de reproducción de la Clínica del Pilar en San Sebastián,
Guipúzcoa durante el periodo de julio de 2003 a diciembre de 2005. El estudio
consta de 18 casos exitosos donde se logró la implantación de al menos uno de los
embriones transferidos y 45 casos no exitosos.

En todos los casos se trans�rió un conjunto de tres embriones. El protocolo apli-
cado en la Clínica del Pilar para la selección embrionaria está basado en primer
lugar en la catalogación del cigoto (formado durante las primeras 24h después
de la fecundación) y posteriormente en la evaluación y catalogación morfológica
del embrión (véase la Figura 3 para identi�car algunas de las estructuras mor-
fológicas). Además de las variables con información médica referentes al ciclo de
fertilización in-vitro y datos de los pacientes. La Tabla 3 muestra el conjunto de
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variables predictoras, correspondiendo cada una a una de las características men-
cionadas anteriormente. En este estudio se aplicaron ocho diferentes clasi�cadores
Bayesianos.

Figura 3: Se muestran algunas de las estrucutras mofológicas del cigoto y del
embrión.

Variables Variables Características
clínicas del tratamiento morfológicas
Edad Núm. transferidos Catalogación del cigoto
Ciclo actual Núm. congelados Catalogación del embrión
Tratamientos previos Calidad en la transferencia Número de células
Donante Día de transferencia Tamaño de los blastómeros
Tipo de esterilidadinfertilidad Blastómeros multinucleados
Calidad del semen Grado de fragmentación
Causa femenina Grosor de la zona pelúcida
Causa masculina

Tabla 3: Lista de variables registradas en la base de datos de la Unidad de
reproducción de la Clínica del Pilar-Donostia.

Métodos
El problema de la selección embrionaria se ha planteado como un problema

de clasi�cación supervisada creando un modelo que asigne a cualquier nuevo caso
de fertilización in-vitro x = (x1, . . . , xn) un valor de variable clase C. Formal-
mente denotaremos por x = (x1, . . . , xn) el vector de características de un con-
junto de embriones transferidos así como las variables clínicas de la paciente y del
tratamiento de fertilización in-vitro. El valor de la variable clase está denotado por
c ∈ C = {0, 1}, asignándose el valor 1 si ha ocurrido la implantación y el valor 0
en caso contrario.

Los datos se han discretizado en dos intervalos de igual frecuencia. Se aplicó
una validación cruzada dejando un caso fuera con el propósito de evitar el sobre
ajuste de los siguientes clasi�cadores: naive Bayes, selective naive Bayes, semi
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naive Bayes, clasi�cador Bayesiano aumentado a árbol (TAN), El clasi�cador k-
dependiente y los clasi�cadores �lter selective naive Bayes, �lter TAN y �lter-k-
DB. Los clasi�cadores semi naive Bayes y selective naive Bayes, tienen implícito
en la construcción del modelo, una selección de envoltura, la cual selecciona un
subconjunto de variables con las que se va evaluando el porcentaje de casos bien
clasi�cados del modelo. En el caso de los �lter, se aplica el criterio de evaluación a
todas las variables predictoras y las variables que superan en este caso la prueba
de Chi-cuadrada forman un subconjunto de variables con las que posteriormente
se construye el modelo.

Resultados
Los resultados de este experimento se describen en términos del porcentaje de

casos bien clasi�cados, los cuales se encuentran resumidos en la Tabla 4. El clasi�-
cador semi naive Bayes obtuvo el porcentaje de casos bien clasi�cados más alto con
un 71.43% con una sensibilidad del 22.22% y una especi�cidad del 91.11% presen-
tando un valor de predicción para los casos implantados del 50.00% y un 74.54%
en la predicción de los casos no-implantados. Los clasi�cadores naive Bayes, selec-
tive naive Bayes, FSNB, y FTAN obtuvieron una precisión del 68.25%, mientras
que el clasi�cador naive Bayes obtuvo un 38.89% de sensibilidad, 80.00% de es-
peci�cidad y un valor de predicción de implantación del 43.75%. El clasi�cador
Bayesiano kDB fue el que obtuvo la menor precisión con un 60.32% de casos bien
clasi�cados.

Clasi�cador Precisión Sensibilidad Especi�cidad Valor predictivo Valor predictivo
Implantación No-implantación

naive Bayes 68.25 38.89 80.00 43.75 76.59
semi naive Bayes 71.43 22.22 91.11 50.00 74.54
selective naive Bayes 68.25 5.55 93.33 25.00 71.19
TAN 63.49 5.55 86.67 14.29 69.64
kDB 60.32 5.55 82.22 11.11 68.52
FSNB 68.25 11.11 91.11 33.33 71.92
FTAN 68.25 11.11 91.11 33.33 71.92
FkDB 63.49 0.00 88.89 0.00 68.96

Tabla 4: Resultados de la clasi�cación de un conjunto de tres embriones por
medio de diferentes clasi�cadores Bayesianos en términos de la sensibilidad, la
especi�cidad, el valor de predicción de implantación y del valor predictivo de

no-implantación.

Al aplicar la prueba de McNemar para evaluar la diferencia estadística del
rendimiento entre parejas de clasi�cadores Bayesianos no se encontró diferencia
signi�cativa entre el mejor clasi�cador, semi naive Bayes, y cada uno de los clasi�-
cadores empleados en este estudio (naive Bayes, selective naive Bayes, kDB, TAN,
FSNB, FTAN y FkDB). McNemar p− value = 0,6892 con α = 0,05

La Figura 4 muestra la estructura del clasi�cador semi naive Bayes, el cual ob-
tuvo la mayor precisión en la selección de un conjunto de embriones en tratamien-
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tos de fertilización in-vitro. El clasi�cador semi naive Bayes está formada por
dos nodos: el primero incluye el producto cartesiano de las variables predictoras
Embrión1-Tamaño Blastómeros, Embrión1-Fragmentación Blastómeros, y Calidad
del esperma. El segundo nodo está formado por el producto cartesiano de las vari-
ables predictoras Embrión1-Multinucleado, Embrión2-Grosor de la zona pelúcida
y Embrión3-Tamaño de Blastómeros. Las características morfológicas del embrión
así como la información clínica del tratamiento resultaron ser de especial interés
para el experto, las cuales son acorde con la literatira [8].

Figura 4: Modelo semi naive Bayes para la clasi�cación de un conjunto de
embriones en tratamientos de fertilización in-vitro.

Conclusiones
Este estudio permitió la aplicación de los clasi�cadores Bayesianos al problema

de la selección embrionaria en tratamientos de reproducción asistida. La selec-
ción de un subconjunto de variables por cada uno de los diferentes clasi�cadores
Bayesianos nos permitió orientar la investigación hacía la extracción automática
de características del embrión y en especial, la medición de la variación del grosor
de la zona pelúcida, que como se ha visto, resulta de interés por su alto valor
discriminativo.

4.2. Predicción de demencia en pacientes con Parkinson

En está sección les comentaré de un estudio presentado en [20] en cual se
aplicaron técnicas de selección de variables para extraer caraterísticas altamente
predictivas.

Los pacientes con Parkinson (PD) presentan alteraciones estructurales en el
cerebro como el deterioro de la corteza cerebral y perdida de volumen en estruc-
turas subcorticales que pueden servir como biomarcadores, los cuales pueden ser
registrados por imágenes de resonancia magnética (IRM) y cuanti�cados por herra-
mientas como FreeSurfer [4].

El 83% de los pacientes con Parkinson desarrollan demencia a lo largo de
la evolución de la enfermedad [11], sin embargo, las características extraídas de



Matemáticas aplicadas en la predicción en medicina 163

las imágenes de RM no han sido estudiadas en profundidad. En este estudio se
aplicaron diferentes clasi�cadores Bayesianos [22] con el propósito de identi�car
pacientes con demencia (PDD) de aquellos pacientes sin demencia (PDWD).

El estudio consta de 30 pacientes con Parkinson, 17 hombres and 13 mujeres,
con un rango de edad de 74 años. Se formaron dos grupos, el primero con 14 PDD
y el segundo con 16 PDWD. Todas las imágenes fueron adquiridas en un equipo de
IRM de 3 Teslas (3D-FFE, Philips Achieva) las cuales fueron transferidas para su
postprocesamiento al PIC (PIC, IFAE, UAB). Se extrajeron un total de 214 medi-
das de volumen de estructuras corticales y subcorticales y del grosor de la corteza
cerebral. La Figura 5 muestra tres imágenes, la primera es una imagen anatómi-
ca de RM, la segunda es la imagen con neurodegeneración cerebral y la tercera
se muestra un ejemplo de la parcelación automática realizada con el programa
FreeSurfer.

Figura 5: Se muestra en la primer �gura la imagen de RM, posteriormente una
imagen con neurodegeneración y �nalmente la segmentación automática de las

estructuras cerebrales hecha por FreeSurfer.

Métodos
Este estudio consta de dos etapas. La primera consta de la comparación de

dos clasi�cadores Bayesianos de distinta complejidad con el propósito de construir
un sistema de apoyo a la decisión en el diagnóstico de la demencia en pacientes
con Parkinson. La segunda etapa consta de la identi�cación de las estructuras
cerebrales más informativas que distingan los dos grupos, PDWD y PDD, aplicando
el algoritmo basado en selección de variables midiendo su grado de correlación
(CFS) [10]. Los datos fueron discretizados por entropía con el algoritmo de Fayat
e Irani [6] y la validación de los clasi�cadores fue hecha aplicando la validación
cruzada dejando un caso fuera.

Resultados
Los resultados están expresados en el porcentaje de casos bien clasi�cados, la

sensibilidad, especi�cidad y la medida-F. El clasi�cador naive Bayes resulto ser el
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mejor clasi�cador aplicando las 212 medidas obteniendo un porcentaje de casos
bien clasi�cados del 93.33% con las medidas-F para los grupos PDWD y PDD de
0.938 y 0.929 respectivamente, con una sensibilidad de 0.938 y 0.929. La Tabla
5 muestra los resultados obtenidos por el clasi�cador semi naive Bayes y CFS-
naive- Bayes que mejoró el porcentaje de casos bien clasi�cados a 96.66% con una
sensibilidad de 0.929 y especi�cidad de 1.

Clasi�cador % casos F-measure Sensibilidad Especi�cidad
bien clasi�cados

naive Bayes 93.33 0.929 0.929 0.937
semi NB 86.66 0.786 0.937 0.846
CFS-NB 96.66 0.963 0.929 1

Tabla 5: Resultados de los clasi�cadores Bayesianos en la predicción entre los
grupos PDWD y PDD.

Lista de variables semi NB CFS-NB

Hipocampo derecho X X
Hipocampo izquierdo X X
Horno temporal del ventrículo derecho X X
Horno temporal del ventrículo izquierdo X X
Vol. de materia blanca hemisferio izquierdo X
Grosor promedio del núcleo cuneatus izquierdo X

Tabla 6: Lista de variables predictoras seleccionadas por los clasi�cadores semi
naive Bayes y CFS- naive Bayes.

Al aplicar los modelos semi naive Bayes y CFS-naive Bayes, se han seleccionado
una serie de variables predictoras para distinguir entre los dos grupos PDWD y
PDD. En ambos modelos de clasi�cación se eligieron como variables relevantes
los volúmenes del horno lateral de los ventrículos izquierdo y derecho así como
los hipocampos de ambos hemisferios izquierdo y derecho. La Tabla 6 resume las
estructuras seleccionadas por ambos modelos.

Conclusiones
Los resultados de aplicar los clasi�cadores Bayesianos en la predicción de de-

mencia entre los pacientes con Parkinson sin demencia y los que sí la presentan.
Resulta de gran interés para la predicción de la demencia en estados tempranos
de la enfermedad. Después de aplicar los métodos de selección de variables, el
algoritmo de envoltura en el semi naive Bayes y el algoritmo de selección de va-
riables basados en la correlación, los resultados con�rman que los volúmenes de
los hornos temporales de los ventrículos laterales, así como los ambos hipocampos,
son biomarcadores que pueden ayudar en el diagnóstico temprano de los pacientes
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con demencia. Estos resultados son acorde con la literatura relacionada con los
casos de demencia en pacientes con Parkinson [3,26].

5. Conclusiones generales

La comunicación entre médicos y la comunidad de minaría de datos es funda-
mental para la construcción de los sistemas de apoyo a la decisión. La reducción
de tiempo en el diagnóstico médico puede suponer algunas ventajas como: la aten-
ción temprana y adecuada al paciente así como la reducción de costos del sistema
sanitario.

Desde el punto de vista de la minería de datos y el aprendizaje automático,
es deseable la construcción de paradigmas de clasi�cación aplicando diferentes
métodos matemáticos con el propósito de que sean condiables para su aplicación
en problemas reales como lo es la medicina.

Por último, me gustaría agradecer a Marta y Raúl la invitación a participar en
el ciclo de charlas de Un Paseo por la Geometría y también decir que es admirable
el trabajo que realizan para divulgar las matemáticas.
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